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Modèles internes des banques pour le calcul du capital réglementaire (IRB) et intelligence 

artificielle  

Abstract: This note outlines the issues, risks and benefits of machine learning models for the design of internal 
credit risk assessment models used by banking institutions for the calculation of their own funds requirement 
("Credit IRB Approach"). The use of ML models in IRB models is currently marginal. However, it could improve 
the predictive quality of models and in some cases lead to a reduction in capital requirements. However, ML 
models face a lack of interpretability that substitution or local approximation methods do not solve. 
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Modèles internes des banques pour le calcul du capital réglementaire (IRB) et intelligence 

artificielle  

Résumé : Cette note expose les enjeux, les risques et les avantages des modèles d’apprentissage automatique 

(« Machine Learning ») pour la conception des modèles internes d’évaluation de risque de crédit utilisés par les 

établissements bancaires dans le cadre du calcul de leur exigence en fond propre (« Approche IRB Crédit »). 

L’utilisation des modèles ML dans le cadre des modèles IRB est pour l’instant marginale. Elle pourrait pourtant 

permettre d’améliorer la qualité prédictive des modèles et dans certains cas conduire à une réduction des 

exigences de fonds propres. Toutefois les modèles ML se heurtent à un déficit d’interprétabilité que les 

méthodes par substitution ou d’approximation locale ne résolvent pas.  

 

 

Mots-clés : Machine Learning ; réglementation prudentielle bancaire ; modèles internes ; capital 

réglementaire 
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Introduction  
 

Cette note expose les enjeux, les risques et les avantages des modèles d’apprentissage 

automatique (« Machine Learning ») pour la conception des modèles internes d’évaluation de 

risque de crédit utilisés par les établissements bancaires dans le cadre du calcul de leur exigence 

en fond propre (« Approche IRB Crédit »). Elle s’inspire d’un document de travail publié sur 

le site de l’Institut Louis Bachelier1. 

 

1. Contexte réglementaire et discussions avec l’industrie : des 

méthodologies pour l’instant marginalement appliquées dans le cadre 

IRB mais potentiellement sources de variabilité dans le calcul des 

exigences en fonds propres 
 

Dans ses dernières publications2, l’Autorité Bancaire Européenne (ABE) a cherché à définir les 

attendus réglementaires quant à l’utilisation des modèles de Machine Learning (« ML », ci-

après) dans le calcul des exigences en fonds propres des établissements bancaires. L’ABE y 

définit les modèles ML comme des modèles complexes dont les paramètres sont estimés 

automatiquement à partir de données avec une intervention humaine limitée voire nulle. 

Leur complexité réside dans les nombreux paramètres qui les caractérisent, paramètres estimés 

à l’aide d’une masse importante de données et capables de reproduire des phénomènes non 

linéaires. Il s’agit donc de modèles de type boîte noire dont les prévisions sont difficiles, 

voire impossibles, à expliquer et à interpréter.  

Le cadre réglementaire actuel (CRR, CRD) ne s’oppose pas à l’utilisation de modèles issus 

d’algorithmes de ML. Pour autant, leur utilisation pourrait aller à l’encontre du but visé par le 

cadre réglementaire à venir (CRR3, CRD 6), à savoir celui d’une variabilité moins grande des 

exigences en fonds propres résultant de l’utilisation des modèles internes. 

                                                      
1 Hurlin, C. et C. Pérignon (2023), « Machine Learning et modèles IRB : Avantages, Risques et Préconisations », 

Collection Opinions et Débats, Institut Louis Bachelier. 
2 EBA/REP/2023/28 “Machine Learning for IRB Models : follow-up report from the consultation on the discussion 

paper on machine learning for IRB models”, Août 2023 et EBA/DP/2021/04 “EBA Discussion Paper on Machine 

Learning for IRB Models”, Novembre 2021. 

https://www.institutlouisbachelier.org/machine-learning-et-modeles-irb-avantages-risques-et-preconisations/
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Si rien n’empêche a priori l’utilisation de modèles issus d’algorithmes de ML pour l’estimation 

des paramètres de risque de crédit, force est de constater que ces modèles sont pour l’instant 

peu utilisés en pratique par les banques dans le domaine réglementaire. Cette faible utilisation 

est d’autant plus surprenante que plusieurs rapports montrent que le ML est par ailleurs 

largement utilisé dans l’industrie bancaire dans de nombreux domaines, y compris dans la 

gestion du risque de crédit hors périmètre réglementaire. Ainsi, parallèlement aux travaux de 

l’ABE, l'Institut de la Finance Internationale (IIF) a mené deux enquêtes sur l'utilisation du ML 

dans le secteur du risque de crédit en 2019 et 2022 auprès de 60 banques (États-Unis 10, Canada 

4, zone euro 14, reste de l'Europe 7, Asie et Japon 9) et 43 banques. (États-Unis 4, Canada 2, 

zone euro 7, reste de l’Europe 7, Asie 11), respectivement.3 Dans ces enquêtes, les 

établissements rapportent une large utilisation des modèles ML principalement dans le cadre de 

la construction de modèles d’octroi de crédit, mais à l’inverse une faible utilisation pour le 

calcul du capital réglementaire. Ces observations rejoignent celles faites récemment par l’ABE 

pour les banques européennes (EBA/REP/2023/28).  

 

2. Bénéfices et coûts de l’utilisation des modèles ML : une meilleure 

capacité prédictive mais une interprétabilité limitée 
 

Par rapport aux méthodes classiques, les méthodes de ML ont la capacité de sélectionner de 

façon flexible la forme fonctionnelle du lien entre la variable cible (typiquement une variable 

binaire associée au défaut) et les caractéristiques disponibles dans la base de données 

(typiquement les variables socio-démographiques d’un ménage et le fonctionnement de son 

compte bancaire). En outre, elles peuvent être appliquées en présence d’un grand nombre de 

prédicteurs. Elles sélectionnent de façon autonome les variables qui entrent dans la spécification 

du modèle. Enfin et surtout, elles peuvent créer de nouveaux prédicteurs en combinant et/ou en 

transformant les prédicteurs initiaux. Ces propriétés rendent les modèles de ML 

particulièrement efficaces pour détecter de façon autonome des non-linéarités et des 

interactions entre les prédicteurs. La littérature académique montre clairement que 

certaines méthodes de ML, notamment les méthodes d’ensemble, prévoient le risque 

significativement mieux que les méthodes économétriques actuellement en place dans les 

établissements bancaires en approche avancée. Toutefois, il est montré que les gains de 

performance prédictive permis par le ML ont tendance à plafonner avec la complexité des 

modèles.  

 

Au-delà d’un gain en performance prédictive, l’utilisation du ML peut également 

produire des gains de productivité. Ainsi, dans le cadre d’une approche classique de la 

modélisation IRB, la construction d’un modèle de probabilité de défaut (« PD » ci-après) repose 

généralement sur une chaîne de prétraitements des données et des variables comme par exemple 

le traitement des valeurs manquantes, la discrétisation des variables continues, le regroupement 

de modalités des variables discrètes, etc. Or certains modèles de ML peuvent être utilisés de 

façon efficace sans appliquer ces prétraitements aux données et aux variables.  

                                                      
3 Voir IIF (2019), Machine Learning in credit Risk, Summary Report, August 2019 et IIF (2022). Survey 

report on Machine Learning uses in credit risk and AML applications. Le SSM a récemment lancé une 

enquête dans le cadre d’un sous-groupe de travail du réseau sur les modèles internes (« Network on 

Internal Models »). Compte tenu des réponses, le sous-groupe a en charge de déterminer si la rédaction 

de lignes directrices réglementaires serait nécessaire. 

https://www.iif.com/Portals/0/Files/content/Research/iif_mlcr_2nd_8_15_19.pdf
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Le problème principal de l’utilisation des modèles ML est que ceux-ci peuvent être très 

complexes, ce qui rend difficile, voire impossible, l’interprétation de leurs prédictions et 

la compréhension des facteurs qui ont contribué à ces prédictions. Pour pallier cette 

difficulté, on peut mettre en œuvre des méthodes d‘interprétabilité dites ex-post, i.e., qui sont 

appliquées une fois que le modèle a été entraîné. Ces méthodes d’interprétabilité peuvent être 

globales ou locales. Un exemple de méthode globale consiste à construire un modèle de 

substitution reliant les prévisions du modèle boîte noire aux données d’entrée, et qui soit 

nativement interprétable. Les méthodes locales fournissent une explication à une décision prise 

par le modèle boîte noire au niveau individuel, par exemple au niveau d’un emprunteur.  

 

Mais cette démarche qui consiste à utiliser un modèle de ML de type boîte noire comme 

modèle de différenciation des risques, puis à mettre en œuvre ex-post une méthode 

d’interprétabilité / explicabilité locale ou globale est aujourd’hui très discutée en raison 

des limites inhérentes à ces méthodes. En premier lieu, les méthodes d'interprétabilité ex-post 

peuvent fournir des explications qui ne sont pas parfaitement fidèles au fonctionnement du 

modèle. Ensuite, les explications fournies par différentes méthodes d’interprétabilité pour un 

même modèle, sont parfois incohérentes les unes par rapport aux autres. Cette démarche en 

deux temps se fonde sur la croyance, largement admise dans l’industrie jusqu’alors, selon 

laquelle il existerait un arbitrage entre performance prédictive et interprétabilité. Dès lors que 

les modèles de ML les plus performants pour prédire le risque de crédit sont des boîtes noires, 

il serait alors justifié de mettre en œuvre des techniques d’interprétabilité ex-post même si elles 

ne fournissent qu’une compréhension limitée ou imparfaite des mécanismes internes du 

modèle.   

 

Or, des travaux académiques récents remettent en cause l’opposition entre performance 

prédictive et interprétabilité. Plusieurs études théoriques et appliquées dans le contexte du 

risque de crédit montrent en effet qu’il existe des modèles de ML nativement interprétables 

tout aussi performants que les meilleurs modèles de type boîte noire. Ainsi se développe 

un courant de recherche qui s’intéresse à l’utilisation de méthodes de ML nativement 

interprétables dans toutes les applications à haut risque de l’IA, et notamment dans le domaine 

du crédit. Plusieurs études montrent, que ces modèles de ML interprétables peuvent tout à fait 

fournir des estimations des paramètres de risque aussi précises que les modèles de type boîte 

noire habituellement considérés comme les plus performants (voir par exemple Dumitrescu et 

al. (2022) ; Flachaire et al. (2023)). Ces nouvelles approches pourraient permettre de lever les 

freins au développement du ML liés à la question de l’interprétabilité. 

 

 

3. Enjeux réglementaires de l’utilisation de modèles ML pour la 

conception des modèles IRB : des données non structurées et une 

absence d’interprétabilité posant des problèmes de conformité 
 

Le superviseur, les services de validation interne et les organes décisionnels de la banque 

doivent pouvoir s’assurer que les paramètres utilisés pour le calcul des exigences de fonds 

propres reflètent fidèlement le niveau de risque pris par l’institution.4 Par conséquent, les 

modèles IRB doivent être facilement interprétables et compréhensibles à la fois par la 

direction de la banque, afin qu’elle puisse prendre des décisions stratégiques en matière 

                                                      
4 Voir Articles 174et 185 de la CRR. 
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d’allocation de portefeuille de façon éclairée, et par le superviseur en charge de 

l’application des réglementations prudentielles. Or, les modèles de ML les plus 

performants pour la gestion du risque de crédit sont précisément non interprétables et 

sont typiquement assimilés à des boîtes noires, ce qui limite par conséquent leur usage dans 

le contexte IRB (voir par exemple Fraisse et Laporte (2022) pour une étude des effets de 

l'adoption de l'IA sur le calcul des exigences en fond propre bancaire). 

 

Le ML permet d’exploiter de nouveaux types de données.5 Le caractère de nouveauté doit 

s’entendre ici par référence aux données traditionnelles d’un modèle de score portant 

typiquement sur la nature du crédit, les caractéristiques de l’emprunteur (âge, revenus, situation 

matrimoniale, etc.) ou son historique bancaire. Ces nouvelles données sont d’origines très 

variées, mais elles proviennent généralement de l’open banking mis en œuvre dans le cadre de 

la Directive européenne sur les systèmes de paiement (DSP2), de la digitalisation de la relation 

clientèle, des réseaux sociaux, etc. Toutefois, l’utilisation de ce type de données dans le 

contexte réglementé des modèles IRB impose de garantir l’exactitude, l’exhaustivité et 

l’adéquation des données utilisées. Ces contraintes sont souvent incompatibles avec la 

collecte, la transformation et l’utilisation des nouvelles sources de données. Par exemple, 

la CRR impose aux établissements de crédit d’estimer les PD par classe de risque à partir des 

moyennes de long terme des taux de défaut à un an et d’utiliser une période d’observation 

historique d’au moins cinq ans. Or, pour de nombreuses données alternatives, de tels historiques 

ne sont tout simplement pas disponibles. 

 

Une plus grande précision dans l’estimation des paramètres de risque n’implique pas 

nécessairement une diminution des RWA et des fonds propres réglementaires. Premièrement, 

rien n’indique que les gains prédictifs associés au ML soient dus à une surestimation du risque 

de défaut par les approches paramétriques traditionnelles. Deuxièmement, les éventuelles 

économies de fonds propres supposent une meilleure différentiation en risque, c’est-à-dire une 

amélioration de l’aptitude du modèle à regrouper des contreparties présentant des risques 

similaires. Il existe encore peu d’études académiques visant à mesurer quel pourrait être 

l’impact d’une substitution du ML aux modélisations économétriques usuelles utilisées en 

approche avancée, sur les niveaux de RWA et de fonds propres réglementaires. Mais ces 

études aboutissent globalement à des conclusions mitigées et très variables. Suivant les 

portefeuilles, les tests de validation et les modèles de ML considérés, on observe ainsi des 

augmentations ou des réductions de fonds propres réglementaires. Cette diversité illustre le 

risque d’une variabilité accrue des niveaux de capital réglementaire entre les banques IRB si 

l’adoption du ML dans ce contexte ne s’accompagnait pas de recommandations techniques 

précises. Pour l’instant, les rares études prospectives concluent que lorsque les méthodes 

ML conduisent à des gains en RWA, ces gains sont davantage dus à une meilleure 

différentiation en risque qu’à une plus grande précision des paramètres de risque.  

 

 

 

 

 

 

 

 

                                                      
5 Pour certains, cela serait même la seule manière d’augmenter réellement les performances des modèles d’octroi 

de crédit (Oskarsdottir et al., 2019). 
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Conclusion :  

 

L’utilisation des modèles ML dans le cadre des modèles IRB est pour l’instant marginale. Elle 

pourrait pourtant permettre d’améliorer la qualité prédictive des modèles et dans certains cas 

conduire à une réduction des exigences de fonds propres. Toutefois les modèles ML se heurtent 

à un déficit d’interprétabilité que les méthodes par substitution ou d’approximation locale ne 

résolvent pas.  

Une façon de sortir de cette situation consisterait à promouvoir l’utilisation de modèles de ML 

nativement interprétables. Utilisés dans le contexte de la différenciation des risques, des 

modèles de ML interprétables peuvent tout à fait fournir des estimations des paramètres de 

risque aussi précises que les modèles de type boîte noire, habituellement considérés comme 

plus performants. Même si ces nouvelles approches permettent de lever les freins au 

développement du ML liés à la question de l’interprétabilité, n’en demeurent pas moins les 

défis de la gouvernance et de la formation des personnels. 
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